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[摘　要]　本文介绍了动态非确定条件下的人工智能最新进展,包括内部不确定性的贝叶斯人工

智能、外部不确定性的非完全信息博弈、动态多回合决策以及动态开放环境决策深度强化学习等内

容,并给出了今后的研究内容.
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人工智能,按照其经典的定义[１],分为思考和行

动两个方面.近年来,智能科学在这两个方面均取

得了长足的进步与发展.一方面,以机器学习,计算

机视觉和语言为代表的学科分支,极大的提高了机

器预测与推理的准度与精度,提高了思考能力;另一

方面,以搜索、博弈和强化学习为代表的学科分支,
以认知与推理为输入进行建模,优化智能体的决策,
从而提高了行动能力.

经典的人工智能研究,主要关注于确定条件下

的决策问题,这里面经典问题如完全信息下的双人

博弈,包括教科书中介绍的三子棋等;而更具挑战和

具有现实意义的决策问题往往具有动态、不确定条

件等特点,其需要人工智能不同方法之间相互协同,
不能依赖于搜索、剪枝等单一算法解决,其给当前人

工智能发展提出了更大挑战和提供了更广阔应用前

景,成为当前人工智能热点前沿领域.
“动态”蕴含两个层面含义:首先该类决策问题

需要智能体进行多个回合的复杂决策(如围棋);其
次,该类决策问题的环境往往随时间进行动态变化.
另外,“不确定性”同样可从两个层面解读:首先在智

能体内部如何表示建模知识与信息的不确定性,并
对不确定性进行推理;其次如何对智能体外部,也就

是对手(如多智能体系统,非完全信息博弈等)的不

确定性进行建模和推理.
本文将就人工智能中动态不确定条件问题的内

涵和外延进行综合性阐述,探讨该领域的科学进展

和需要解决的若干重要问题.

１　内部不确定性:贝叶斯人工智能

由于物理环境的随机性、测量噪声、信息不完整

等因素,如何处理不确定性是人工智能系统面临的

一个基本问题[２].在人工智能历史上,出现了很多

种描述不确定性的方法,如模糊集、粗糙集、证据理

论等,其中,贝叶斯方法利用概率论为不确定性建

模、推断以及决策提供了严谨的数学工具,成为当前

最主流的解决方案.２０１１年图灵奖获得者Judea
Pearl教授将图论与概率论相结合,提出概率图模型

(如贝叶斯网络)[３],成为人工智能领域表达和计算

不确定性的基础工具.贝叶斯方法的研究包括建

模、后验推断、概率编程等.

１．１　贝叶斯建模

贝叶斯建模关注如何对问题中的不确定性进行

适当的概率描述和刻画.随着数据种类和规模的增

加,需要更加灵活的贝叶斯模型.传统的层次化贝

叶斯模型[４]或贝叶斯网络[３]一般是建立在数据独立

同分布的假设上;同时,要求数据的特征表示是给

定,变量之间的依赖关系是简单的.但近期深度学

习的研究表明,自动学习数据的特征表示是一个提

升模型表达能力和性能的有效途径.同时现实世界

中的对象存在复杂相互依赖关系.
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因此,需要加强以下几方面的研究:(１)贝叶斯

深度学习,有机融合贝叶斯与深度特征学习,构建灵

活的建模框架;(２)深度概率图模型,结合图论发展

新型的具有特征学习能力的概率图模型;(３)贝叶

斯逻辑,将描述关系型数据的逻辑(如一阶逻辑)与
不确定性推理结合;(４)非参数化贝叶斯,自动确定

模型的复杂度.

１．２　贝叶斯推断

贝叶斯推断可对模型中未知变量后验分布进行

计算.经典贝叶斯方法使用贝叶斯定理,该定理已

有２５０多年历史[５].在大数据环境下,往往要用图

或者逻辑表达丰富领域知识(如知识图谱),而经典

贝叶斯框架下先验分布和似然函数在利用领域知识

时会受到限制.对贝叶斯模型而言,精确贝叶斯推

断通常不可行,因此需要高效、高近似算法.主流的

近似推断算法包括变分贝叶斯方法和蒙特卡洛

方法.
因此,贝叶斯推断要加强研究 以 下 ３ 方 面:

(１)对贝叶斯深度学习、贝叶斯逻辑等复杂模型有

效的推断算法;(２)处理大数据的分布式和随机梯

度推断算法;(３)扩展贝叶斯定理,灵活考虑领域

知识.

１．３　概率编程

对于描述不确定性的概率模型,使用一般的编

程语言(如 C,C＋＋)通常是比较复杂的,较易犯

错,而且不同用户写的特定模型和算法很难被其他

用户理解.概率编程(ProbabilisticProgramming)
的目标是设计适合概率模型的建模和推断的编程语

言,将通用编程与概率建模相结合.
概率编程语言需要解决通用性和性能之间的平

衡.另外,随着新硬件和新型模型的出现,需要研制

高效灵活的编程语言.
因此,概率编程要加强以下方面的研究:(１)适

用于深度贝叶斯学习、贝叶斯逻辑等模型的概率编

程语言;(２)通用概率编程语言的高效推断算法;
(３)面向 GPU等新型硬件的概率编程语言.

２　外部不确定性:非完全信息博弈

针对多人的不确定性决策场景,当前主要有两

个研究方向:(１)以玩家角度为主研究,即在多人博

弈场景中如何对选手不确定性进行建模推理,以做

出最优决策;(２)以博弈设计者角度为主的研究,即
针对多人场景设计博弈游戏规则以最大化设计者

目标.

２．１　 完全信息博弈

第一个方向的典型解决方法是将博弈场景建模

成静态博弈或博弈树,并对其搜索求解.对于小规

模博弈树(如三子棋)可通过暴力搜索得到最优策

略;对于中等规模博弈树(如国际象棋)则需引入

alphaＧbeta剪枝等策略以缩小状态空间;对于大规

模博弈树(如围棋)则需要事先通过监督学习[６]或自

我博弈[７]方法对状态估值进行精确评估,以制定有

效启发函数,进行高效启发式搜索.

２．２　非完全信息博弈

在非完全信息博弈中,博弈树建模过程中存在

所谓信息集(informationset),即玩家因为并不能完

全观测自己所处状态,从而无法区分多个状态.如

在扑克或桥牌中,玩家无法观测对手手牌.这类问

题通常指二人零和非完全信息博弈,其典型解决方

案是求解该博弈树的纳什均衡.但是,此类博弈树

通常规模更大,且内部节点之间关联性也导致该类

博弈树不易于被剪枝,因此现有解决方法通常包括

３ 个 步 骤:(１)通 过 博 弈 抽 象 方 法 (game
abstraction)对博弈树进行压缩,合并等价状态[８];
(２)通过迭代算法(如基于无悔学习的 CFR 算法)
对博弈树进行自我博弈,迭代求解;(３)残局精确求

解(endgamesolving).基于上述框架的扑克机器人

Libratus(CMU TuomasSandholm 研究组设计)现
已能在双人无限注德州博弈上击败世界顶级人类

玩家.

２．３　非完全信息机制设计

针对第二个方向在微观经济学和博弈论中亦称

为机制设计问题,有较长的研究历史(２００７年诺贝

尔经济学曾奖颁发给三位在机制设计方面有突出贡

献的经济学家).其典型应用包括在买卖交易场景

下,买卖双方在非对称信息前提下,卖家如何设计价

格进行销售(如在线广告等).基于人工智能的机制

设计方法是当前人工智能与经济学交叉学科研究中

热点.主要研 究 包 括 通 过 强 化 学 习 优 化 机 制 设

计[９]、通过机器学习和行为经济学对玩家进行建模、
通过实验经济学对玩家建模和机制设计以进行验证

和评估.

２．４　研究内容

当前非完全信息下智能决策有如下研究方向值

得探索:(１)将二人零和博弈问题扩展到二人非零

和博弈或多人博弈.在多人零和博弈中,纳什均衡



　

　２６８　　 中　国　科　学　基　金 ２０１８年

等博弈解决方案依赖于对手理性程度,从而缺乏最

优性保障,因此如何设计多人博弈的策略仍然是未

解决的问题.(２)将非完全信息博弈扩展到非博弈

领域.在现实世界中,大多数情形并非如博弈一样

有确定性规则(如金融市场,安全博弈),其环境难以

模拟,因此单纯基于自我博弈(围棋和德州扑克均依

赖这一技术)方法很难扩展到现实应用场景,解决多

人非确定信息环境可模拟性是将上述技术成功应用

的关键.(３)目前在机制设计中,传统解决方案是

结合行为经济学模型和机器学习模型来对玩家进行

建模,从而预测玩家在机制中行为.近年来,基于数

据的行为建模取得了较好进展,如何将基于数据的

行为建模融入机制设计框架也是当前非完全信息决

策研究热点.

３　动态多回合决策:深度强化学习

强化学习思想形成于２１世纪初[１０],其核心

概念由 阿 尔 伯 塔 大 学 RichardS．Sutton整 理 完

善,其思想假设来源于心理学中行为主义,即智

能体在与环境(或对手)长期交互过程中,可通过

试错(trialanderror)或者搜索与记忆来优化完善

自身行为.
在强化学习过程中,算法需要保证在连续变化

动态环境下,让智能体可获得最大预期奖励的最佳

应对策略,其中一个策略由一系列连续动作组成,分
别对应于在相应环境状态下智能体对环境响应.主

流强化学习算法不需对状态进行预测,也不考虑行

动如何影响环境,因而几乎不需要先验知识,理论上

是解决复杂多变环境中自主学习有效手段.但是,
强化学习算法存在复杂度会随状态—动作空间增长

而指数增长缺陷,因此在２０１３年之前,高维状态—
动作空间强化学习难以突破.

３．１　基于价值的强化学习

２０１５年１２月份,DeepMind发表深度强化学习

(DeepQＧNetwork,DQN)[１１]论文,实现了稳定的深

度强化学习.DQN 是一种基于价值的强化学习方

法,即直接预测某个状态下所有动作的期望价值(Q
值),然后以每次选择期望价值最大的动作作为其行

动策略.在 DQN 中,采用卷积神经网络来逼近 Q
值函数,初步解决了高维状态空间的表达与计算问

题.近两年来,DQN 发展迅速,出现了一系列的改

进方法,如采用两个 DQN 来解耦动作选择与评估

的 Double DQN 以 及 分 离 了 动 作 优 势 函 数 的

DuellingNetwork架构等.

３．２　基于策略的强化学习

基于价值的强化学习很难求取随机策略,不适

宜解决连续动作问题,因此基于策略的深度强化学

习在解决动态不确定条件下实际问题中具有较好应

用.基于策略的深度强化学习试图学习一个策略函

数而不是每个动作价值,通过不断调整策略函数的

参数来寻找最佳整体方案.由于利用神经网络直接

进行策略搜索代价较高且容易陷入局部最优,往往

需要对搜索空间进行限制,早期 REINFORCE方法

通过设定一些任务相关规则来进行限制,同样也适

用于深度强化策略学习.另一种思路是设置一些可

信区域(trustregion)来保证策略学习性能单调递增

(如 TRPO[１２]等).

３．３　策略与价值结合强化学习

将策略与价值结合的 ActorＧCritic方法也受到

广泛关注,２０１５年 DDPG[１３]首次将 ActorＧCritic算

法与DQN结合,Actor与Critic分别用一个神经网

络来逼近,即 Actor(策略网络)根据状态采取行

动,Critic(价值网络)给该行动打分,其中 Actor的

学习基于策略梯度,Critic则可通过蒙特卡洛采用直

接从回报(reward)中学习给出状态与行动的 Q 值.

ActorＧCritic较好的平衡了策略与价值两种方法,实
现了策略梯度的单步更新,这种方法在 AlphaGo中

也得到了应用.后续的 AsynchronousAdvantage
ActorＧCritic(A３C)算法采用并行方式来同时执行多

个 Actor与环境之间的交互,并将异步交互结果汇

聚到一个全局 Critic网络中予以策略更新,该方法

消除了单个智能体所学到策略之间相关性,解决了

ActorＧCritic收敛难题.

３．４　研究内容

尽管深度强化学习的理论与应用取得了长足

的进步,但基于试错的学习方式并不是人类获得

智能最主要的手段,人的学习过程是外部知识与

强化学习的完美融合.需要在现有的强化学习

过程中融入知识,因此要加强如下研究:１)融合

知识的强化学习:在不确定条件下,如能实现对

环境的有效建模,将极大的提高强化学习算法的

性能.目前面向环境建模的强化学习算法主要

基于模型(modelＧbased)来实现,即利用现有状态

与动作来预测下一个状态,这在状态空间高维境

况下较难实现,可考虑将变分自编码器(VAE)或
生成对抗网络(GAN)等生成模型与 modelＧbased
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方法结合来生成下一可能状态.另一方面也可

考虑将包含丰富视觉和文本信息的跨媒体知识

图谱等结构化知识直接引入到深度强化学习环

境中,即作为深度强化学习神经网络的输入,或

在状态空间表达与动作选择的后验概率上融入

逻辑规则与知识,也可作为条件约束加入到生成

对抗网 络 中 来 丰 富 基 于 模 型 的 强 化 学 习 方 法.

２)群智融合的强化学习:如何在任务学习过程

中,更好的结合人类专家的智慧也是强化学习需

要进一步探索领域.目前在这一领域主要方法

为模仿学习,即在强化学习过程中利用人类专家

决策轨迹来快速准确辅助策略学习,如 AlphaGo
利用人类历史棋局即是一种非常初步的模仿学

习.另一种模仿学习方法被称为逆向强化学习,
即根据标注样例来反推出回报函数.在不确定

条件下强化学习中需接受更为自然的输入,如以

自然语言方式对强化学习算法施加影响,算法也

可以自然语言形式描述习得策略.３)任务可迁

移强化学习:任务迁移是一种重要能力,这是在

不确定或者信息不完全环境中实现快速响应关

键,目前 DQN虽然能够做到任务适应,但其算法

仍不具备迁移能力.任务迁移对象既可是抽象

知识,也可是获取知识方法,在这方面研究面临

极大挑战.

４　动态开放环境决策

以机器学习为主要推动力的人工智能技术发

展,形成了从数据中提炼有价值信息有效手段,
在商业、经济、军事上显露出重要价值,例如在智

能制造领域生产线监控、供应链调配、市场管理

预测等.智能制造等领域所涉物理过程天然构

成了开放动态环境,常表现分布偏移、类别增加、
属性变动、目标多样等特点.经典机器学习理论

方法主要面向预先设定封闭静态环境.在开放

动态环境中,以往假设与条件不再满足而导致学

习性能严重下降.
开放动态环境弱化了人工智能技术鲁棒性,近

年来受到越来越多重视.国际机器学习学会创始主

席 T．Dietterich在对鲁棒人工智能研究总结和展

望中指出[１４],当人工智能技术用于关键应用时,将
面临对人类用户错误鲁棒、对网络攻击鲁棒、对错误

目标鲁棒、对不正确模型鲁棒、对未建模现象鲁棒等

挑战,而这些不鲁棒因素根源正是开放动态真实环

境所致.
针对开放动态环境不同特点,近年已提出了一

些应对方法.在克服分布偏移方面,通过“查询扩

展”等方式获取先验偏移趋势[１５],对特定领域中的

分布偏移产生了良好作用;对复杂对象的多示例表

示可缓解将对象压缩在单示例所造成分布偏移.在

类别增加方面,近期引入了样本生成的思想[１６],通
过生成已知类别边界样本,学习鉴别已知与未知数

据,从而能够识别未知类别样本;[１７]则进一步通过

生成新类样本,在发现一个新类样本时就可以学习

识别新类别.在属性更替方面,已有研究提出共享

属性和共享子空间思路,能有效将旧属性信息迁移

到新属性,使得对于属性变化数据的学习变得可行.
与此同时,感知与表示的研究集中在设计有效模型

结构方面,学习与推理研究开始呈现融合,决策与控

制研究在围棋一类简单规则封闭环境中取得突

破[７];系统性的处理开放动态环境问题的方法还尚

缺乏.
为此,需要加强如下研究:对感知与表示进行研

究,弥补感知渠道独立、缺乏渠道协作、数据源孤立、
模型可理解性差、语义层次低等缺陷.对学习与推

理进行研究,有效处理环境开放动态、样本数量巨

大、标记稀缺低质等普遍特性,增强可理解性,整合

知识获取与知识推理能力.对决策与控制技术进行

研究,克服专家知识依赖严重、环境适应能力差、样
本利用率低等不足.

５　总　结

对动态非确定条件下人工智能问题的研究,是
经典人工智能的自然延伸,是人工智能理论与实践

链接的关键桥梁,是当前人工智能研究的前沿热点

课题.
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Abstract　ThisarticlepresentsanoverviewofAIunderdynamicsanduncertainties,includingimportant
topicssuchasBayesianAIunderuncertainty,Gamesunderincompleteinformation,dynamicmultiＧrounds
decisionmaking,aswellasdecision makingunderdynamicopenenvironments．Foreachtopicabove,

directionsforfutureresearcharedescribed．
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